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Abstrakt
Vytvořenı́ kvalitnı́ho systému rozpoznánı́ textu (OCR) vyžaduje velké množstvı́ anotovaných dat.
Zı́skánı́, potažmo vytvořenı́ anotacı́ je nákladný proces. Tato práce se zabývá využitı́m neano-
tovaných dat pro trénovánı́ OCR neuronové sı́tě. Navržená metoda využı́vajı́cı́ neanotovaná
data spadá do kategorie self-training algoritmů. Nejprve je na omezeném množstvı́ anotovaných
dat natrénován počátečnı́ model neuronové sı́tě. Ten je následně spolu s jazykovým modelem
použit k vygenerovánı́ několika nejpravděpodobnějšı́ch variant pseudo-štı́tků neanotovaných dat.
Takto strojově anotovaná data jsou smı́chána s trénovacı́mi daty, která byla použita k vytvořenı́
počátečnı́ho modelu a následně jsou využita k natrénovánı́ cı́lového modelu. Na ručně psaném
ICFHR 2014 Bentham datasetu dosahuje nejlepšı́ takto trénovaný model 1.99 % CER, což je
relativnı́ zlepšenı́ o 23 % oproti počátečnı́mu modelu trénovaném pouze na anotovaných datech.
Za pomocı́ navržené metody lze zvýšit úspěšnost OCR pomocı́ neanotovaných dat.
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1. Úvod

Dnešnı́ doba je bezpochyby dobou digitalizace. Insti-
tuce po celém světě se snažı́ digitalizovat své doku-
menty, aby k nim umožnili přı́stup budoucı́m gene-
racı́m. Toto platı́ obzvláště pak o historických doku-
mentech, které jsou náročné na údržbu a do budoucna
hrozı́ ztráta cenných informacı́. Digitalizace starých
archivů vytvořila poptávku po vysoce spolehlivých
OCR systémech, které jsou potřebné k indexovánı́
textu např. pro možnost vyhledávánı́. Vytvářenı́ OCR
systémů ovšem vyžaduje velké množstvı́ ručně ano-
tovaných dokumentů, což je finančně nákladné. U mno-
hých dokumentů s málo užı́vanými jazyky jsou pak

k přepisovánı́ potřeba dokonce odbornı́ci, kteřı́ koneč-
nou cenu ještě zvyšujı́. Tato práce se zabývá vytvoře-
nı́m kvalitnı́ho OCR s pomocı́ neanotovaných doku-
mentů, a tak minimalizovánı́m potřebných člověko-
hodin strávených anotovánı́m.

Navržená metoda generuje pomocı́ OCR neuronové
sı́tě a jazykového modelu strojové přepisy pro neanoto-
vaná data tzv. pseudo-štı́tky. Metoda tak předpokládá
dostupnost určitého množstvı́ anotovaných dat pro
natrénovánı́ počátečnı́ OCR neuronové sı́tě a data po-
třebná k vytvořenı́ jazykového modelu, který korespon-
duje s neanotovanými daty. Cı́lová OCR neuronová
sı́t’ je pak trénovaná na kombinaci anotovaných a stro-
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jově anotovaných dat. Tento způsob učenı́ se nazývá
self-training.

2. OCR systém
OCR systém použitý v této práci je shodný se systémem
v AT-ST [1], který je tvořen dvěma moduly - OCR
neuronovou sı́tı́ a jazykovým modelem. Vstupem
OCR systému je lokalizovaný řádek obsahujı́cı́ text.
OCR neuronová sı́t’ se v principu skládá ze dvou částı́,
které postupně zpracovávajı́ vstupnı́ obrazovou infor-
maci. V prvnı́ části je vstupnı́ obraz zpracován pomocı́
konvolučnı́ch vrstev, které jsou určené ke zpracovánı́
obrazu a dokážı́ z něj extrahovat přı́znaky reprezen-
tujı́cı́ klı́čové informace pro dalšı́ zpracovánı́. Takto
zı́skané přı́znaky jsou následně zpracovány rekurentnı́-
mi vrstvami neuronové sı́tě. Rekurentnı́ vrstvy pracujı́
s přı́znaky sekvenčně a jejich výstupem jsou pravděpo-
dobnosti jednotlivých znaků na jednotlivých pozicı́ch
v obraze.

2.1 Connectionist temporal classification
Výstupem OCR systému je pravděpodobnost jednotli-
vých znaků pro jednotlivé úseky vstupnı́ho obrazu.
Connectionist temporal classification (CTC) [2] je chy-
bová funkce využı́vaná k trénovánı́ OCR neuronových
sı́tı́. Jejı́ použitı́ je výhodné, protože pracuje pouze
s textovým přepisem řádku a nevyžaduje informace
o přesných úsecı́ch, kde se nacházejı́ jednotlivá pı́sme-
na reference [3].

2.2 Jazykový model
Jazykový model je funkce, která zachycuje pravděpo-
dobnostnı́ rozloženı́ sekvence slov (pı́smen) v přiroze-
ném jazyce. Nejmodernějšı́ jazykové modely jsou
tvořeny LSTM neuronovými sı́těmi [4], které využı́vajı́
schopnosti naučit se distribuované reprezentace. Dis-
tribuovaná reprezentace slova je vektor hodnot repre-
zentujı́cı́ vlastnosti, které charakterizujı́ význam slova
a vzájemně se nevylučujı́. Neuronová sı́t’ se tyto vlast-
nosti učı́ v podobě spojitých hodnot [5].

3. Self-training
Práce [6] definuje self-training následovně. Mějme
m anotovaných dat (L) a n neanotovaných dat (U) tak,
že n� m. Model M0 je natrénován na anotovaných
datech L. Následně je M0 využit k vytvářenı́ pseudo-
štı́tků pro neanotované data U . Neanotovaná data U
s nejjistějšı́mi pseudo-štı́tky, jejichž počet je p, jsou
přimı́chány k anotovaným datům L. Následně je na
m + p trénován model M1. Tento proces je opakován
tak, že na konci každého cyklu vznikne model Mi+1,
který je pak využit k vygenerovánı́ n− p pseudo-štı́tků
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Obrázek 1. Trénovánı́ OCR neuronové sı́tě pomocı́
CTC s měkkými pseudo-štı́tky.

dosud neanotovaných dat U . Self-training končı́ v
okamžiku, kdy byla k trénovánı́ použita všechna nean-
otovaná data nebo se model trénovánı́m dále nezlepšuje.

4. Návrh metody

Self-training klade důraz na výběr p dat s nejjistějšı́mi
pseudo-štı́tky. Pseudo-štı́tky s nižšı́ jistotou obsahujı́
častěji chyby a jejich přı́tomnost v trénovacı́ sadě
snižuje úspěšnost neuronové sı́tě [6]. Pokud majı́
všechny pseudo-štı́tky při učenı́ stejnou váhu, jedná se
o tzv. tvrdé pseudo-štı́tky. Jejich použitı́ může snı́žit
úspěšnosti neuronové sı́tě, protože jisté pseudo-štı́tky s
nı́zkým počtem chyb majı́ při učenı́ stejnou váhu jako
nejisté pseudo-štı́tky s vyššı́m počtem chyb [7].

Tento jev může pomoci odstranit trénovánı́ neu-
ronové sı́tě s měkkými pseudo-štı́tky, tedy pseudo-
štı́tky váhovanými podle jejich jistot, viz obrázek 1.
K jednomu trénovacı́mu řádku v tomto přı́padě náležı́
několik nejpravděpodobnějšı́ch pseudo-štı́tků namı́sto
jednoho pseudo-štı́tku s pravděpodobnostı́ 1 jako v přı́-
padě tvrdých pseudo-štı́tků. Při trénovánı́ je pak gra-
dient pseudo-štı́tku vynásobený jeho váhou (jistotou).
Jako efektivnı́ metriku jistoty pseudo-štı́tku pak lze
využı́t jeho posteriornı́ pravděpodobnost, která kore-
luje s chybovostı́ [1].

Dalšı́m přı́stupem, jak snı́žit počet chyb v pseudo-
štı́tcı́ch, je jejich korekce jazykovým modelem [8].
Jazykový model na svůj vstup vezme výstup OCR
neuronové sı́tě a pomocı́ algoritmu Beam Search [9]
vygeneruje k nejpravděpodobnějšı́ch hypotéz, které lze
využı́t jako pseudo-štı́tky. V přı́padě tvrdých pseudo-
štı́tků se do trénovacı́ sady zařazuje hypotéza s největšı́
jistotou.

Navrhovaná metoda kombinuje výše zmı́něné přı́-
stupy a trénuje OCR neuronovou sı́t’ na k variantách
pseudo-štı́tku pro jeden řádek tedy na tzv. měkkých
pseudo-štı́tcı́ch, viz obrázek 1. Ty majı́ oproti kla-
sickým tvrdým pseudo-štı́tkům výhodu v tom, že tam
kde má tvrdý pseudo-štı́tek velkou jistotu, budou mı́t
v přı́padě měkkých pseudo-štı́tků ostatnı́ pseudo-štı́tky
zanedbatelnou jistotu a neuronová sı́t’ se bude učit stále
primárně z něj. Na druhou stranu, pokud má původnı́



Tabulka 1. Počty řádků v použitých datasetech.

Trénovacı́ Validačnı́ Testovacı́
Souvisejı́cı́ anotované 189 805 — 700
Cı́lové anotované 9 194 1 415 860
Cı́lové neanotované 1 141 566 — —

tvrdý pseudo-štı́tek nı́zkou jistotu, jistota u dalšı́ch
pseudo-štı́tků bude vı́ce vyrovnaná a neuronová sı́t’ se
tak bude učit rovnoměrněji z vı́ce variant.

5. Experimenty
Navrženou metodu jsem experimentálně otestoval a
porovnal výsledky s pracı́ AT-ST [1], která zkoumá na
stejných datech využitı́ tvrdých pseudo-štı́tků.

Úspěšnost modelů udávám v metrice CER (chy-
bovost znaků), která se počı́tá následovně

CER =
S+ I +D

N
, (1)

kde N je počet znaků reference a S, I, D jsou počty
znaků přepisu, které jsou změněné, vložené a smazané
vůči referenci. Čı́m nižšı́ je hodnota CER, tı́m úspěšněj-
šı́ je zkoumaný model.

5.1 Datasety
Experimenty jsem provedl na ručně psaných datech.
Data jsem rozdělil na 3 množiny, viz tabulka 1. Účelem
self-trainingu je zvýšenı́ úspěšnosti modelu na cı́lových
datech. Souvisejı́cı́ data jsou vizuálně podobná datům
cı́lovým a do trénovánı́ se přidávajı́ kvůli malému
množstvı́ anotovaných cı́lových dat. Souvisejı́cı́ ano-
tovaná data obsahujı́ řádky z ICDAR 2017 READ
datasetu [10], cı́lová anotovaná data obsahujı́ řádky
z ICFHR 2014 Bentham datasetu [11]. Cı́lové neanoto-
vané řádky pocházejı́ z datasetu zı́skaného od Bentham
projektu1. Ukázky řádků jednotlivých datasetů jsou
na obrázku 2. READ dataset obsahuje stránky psané
v němčině, italštině a francouzštině. Bentham dataset a
dataset zı́skaný od Bentham projektu obsahuje stránky
psané v angličtině raného 19. stoletı́.

Jazykový model byl trénován na datasetu Wikitext-
103 [12], který obsahuje přibližně 530M znaků (103 M
anglických slov) a na anotovaných cı́lových datech
pocházejı́cı́ch z ICFHR 2014 Bentham datasetu [11].

5.2 Maskovacı́ augmentace
S cı́lem zlepšenı́ implicitně modelované jazykové zna-
losti OCR neuronové sı́tě byly v experimentech na
trénovacı́ řádky aplikovány maskovacı́ augmentace [1].
Ty nahrazujı́ část řádku šumem generovaným z rovno-
měrného rozloženı́ pravděpodobnosti, zatı́mco referen-
čnı́ přepis zůstává stejný. Počet maskovaných oblastı́

1https://www.ucl.ac.uk/bentham-project

(a) ICDAR 2017 READ dataset.

(b) ICFHR 2014 Bentham dataset.

(c) Dataset od Bentham projektu.

Obrázek 2. Ukázky krátkých řádků z použitých
datasetů.

Obrázek 3. Ukázky maskovacı́ augmentace.

jednoho řádku je zı́skán z binomického rozloženı́ prav-
děpodobnosti. Výška maskované oblasti odpovı́dá
výšce řádku a jejı́ délka se zı́skává z rovnoměrného
rozloženı́ pravděpodobnosti. Ukázka maskovacı́ch au-
gmentacı́ je k dispozici na obrázku 3.

5.3 Generovánı́ měkkých pseudo-štı́tků
Po natrénovánı́ na anotovaných datech počátečnı́ model
zpracuje neanotované řádky. Jazykový model pro
každý zpracovaný řádek vygeneruje pomocı́ algoritmu
Beam Search [9] 16 nejpravděpodobnějšı́ch hypotéz.
Hypotézy s největšı́ posteriornı́ pravděpodobnostı́ je-
jichž součet tvořı́ 90% jsou přidány do trénovacı́ho
datasetu jako měkké pseudo-štı́tky. Hodnota 90 %
byla zvolena experimentálně tak, aby v přı́padě jistých
řádků nebyly do trénovacı́ho datasetu zbytečně přidá-
vány hypotézy s pravděpodobnostı́ blı́žı́cı́ se nule. Po-
kud 16 nejpravděpodobnějšı́ch hypotéz obsahuje hy-
potézu prázdného řetězce, tak se do trénovacı́ho datase-
tu nepřidává žádná a řádek je vyřazen.

Experiment byl proveden na dvou různě velkých
datových sadách, které zkoumajı́ vliv množstvı́ dos-
tupných cı́lových anotovaných dat. Malá datová sada
obsahuje 10 % cı́lových anotovaných dat, která byla
vybrána náhodně. Velká datová sada obsahuje 100 %
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Tabulka 2. Počty trénovacı́ch řádků v jednotlivých
datových sadách. Ve velké datové sadě bylo použito
9 194 jedinečných cı́lových anotovaných řádků, které
se při trénovánı́ vyskytovaly 10× častěji než ostatnı́
řádky.

Malá Velká
Souvisejı́cı́ anotované 189 805 189 805
Cı́lové anotované 894 9 194×10
Cı́lové strojově anotované 1 002 351 1 022 199

cı́lových anotovaných dat, kterým byla při trénovánı́
zvednuta váha pomocı́ 10× častějšı́ho výskytu v tréno-
vacı́ch datech. Přehled množstvı́ užitých trénovacı́ch
dat v obou datových sadách je k dispozici v tabulce 2.
Toto množstvı́ anotovaných dat bylo použito jak k na-
trénovánı́ jednotlivých počátečnı́ch OCR neuronových
sı́tı́, tak k natrénovánı́ jednotlivých jazykových modelů.

5.4 Self-training s měkkými pseudo-štı́tky
Výsledky experimentu jsou k dispozici v tabulce 3.
Oba cı́lové modely předčily v CER jak odpovı́dajı́cı́
počátečnı́ modely, tak nejlepšı́ odpovı́dajı́cı́ modely
trénované na tvrdých štı́tcı́ch [1]. Cı́lový model v ex-
perimentu s malou datovou sadou dosáhl 3.98 % CER,
což je relativnı́ zlepšenı́ o 38 % oproti počátečnı́mu
modelu a cı́lový model v experimentu s velkou datovou
sadou dosáhl 1.99 % CER, což je relativnı́ zlepšenı́
22 % oproti počátečnı́mu modelu. Na obou datových
sadách bylo dosaženo lepšı́ch výsledků než při shod-
ných experimentech s tvrdými štı́tky [1]. Na menšı́
datové sadě bylo dosaženo relativnı́ho zlepšenı́ o 10 %
a na velké datové sadě o 4 %.

S většı́m množstvı́m anotovaných dat stoupá úspěš-
nost počátečnı́ho modelu, což způsobuje akceptaci
menšı́ho počtu variant pseudo-štı́tků s většı́ pravděpo-
dobnostı́, viz obrázek 4.

Architektury OCR neuronové sı́tě a jazykového
modelu jsou kvůli porovnatelnosti shodné s architek-
turami v AT-ST [1]. Architektura OCR neuronové
sı́tě vycházı́ z CRNN [13], kde jsou konvolučnı́ bloky
následované rekurentnı́mi vrstvami. K inicializaci kon-
volučnı́ch vrstev na začátku trénovánı́ byly využity
váhy z předtrénované architektury VGG16. Vstupnı́
řádky majı́ konstantnı́ výšku 40 pixelů a variabilnı́
šı́řku W . Výstup neuronové sı́tě má rozměry
W/4× |V |, kde |V | je počet prvků množiny výstup-
nı́ch symbolů zahrnujı́cı́ i prázdný symbol. Jazykový
model představuje LSTM neuronová sı́t’ shodná s neu-
ronovou sı́tı́ v AT-ST [1], která má 2 vrstvy s počtem
1 500 buněk.

OCR modely byly trénovány 250 000 epizod op-
timalizačnı́m algoritmem Adam a chybovou funkcı́
CTC. Na začátku trénovánı́ byl učı́cı́ koeficient nas-

Tabulka 3. Výsledky modelů na cı́lových testovacı́ch
datech v CER [%].

Malá Velká
Počátečnı́ model 6.43 2.58
Cı́lový model - tvrdé štı́tky 4.41 2.07
Cı́lový model - měkké štı́tky 3.98 1.99
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Obrázek 4. Počty měkkých pseudo-štı́tků na jeden
neanotovaný řádek v trénovacı́m datasetu. Oranžová
barva reprezentuje pseudo-štı́tky neanotovaných dat
generovaných počátečnı́m modelem trénovaným na
malé datové sadě. Modrá barva reprezentuje
pseudo-štı́tky generované počátečnı́m modelem
trénovaným na velké datové sadě.

taven na hodnotu 2×10−4, jeho hodnota se skokově
snižovala na polovinu po 150 a 200 tisı́cı́ch epizodách.
Velikost trénovacı́ho vzorku byla nastavena na 32.

6. Závěr
Navrhl jsem self-training metodu pro trénovánı́ OCR
pomocı́ měkkých pseudo-štı́tků generovaných jazyko-
vým modelem. Experimentálně jsem metodu ověřil na
dvou datových sadách. Datové sady se lišily v množstvı́
dostupných cı́lových anotovaných dat. Cı́lový model
trénovaný na menšı́ datové sadě dosáhl na testovacı́ch
datech 3.98% CER, což je relativnı́ zlepšenı́ o 38 %
oproti počátečnı́mu modelu. Cı́lový model trénovaný
na většı́ datové sadě dosáhl 1.99% CER, což je rela-
tivnı́ zlepšenı́ o 23 % oproti počátečnı́mu modelu.
Na obou datových sadách dosáhla navržená metoda
lepšı́ch výsledků než srovnatelná metoda využı́vajı́cı́
trénovánı́ na tvrdých pseudo-štı́tcı́ch [1]. Na menšı́ da-
tové sadě navržená metoda dosáhla relativnı́ho zlepšenı́
10 % a na velké datové sadě 4 %.

Dalšı́ho zvýšenı́ úspěšnosti OCR by mohlo být
dosaženo opakovánı́m celého procesu trénovánı́ s cı́lo-
vým modelem a korekcı́ výstupů cı́lového modelu
jazykovým modelem. Problematice využitı́ neanoto-
vaných dat pro trénovanı́ OCR se budu věnovat i nadále



v rámci diplomové práce.
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České republiky v rámci projektu NAKI II PERO
(DG18P02OVV055).
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Training Adaptation Strategy for OCR in Do-
mains with Limited Transcriptions. 2021.

[2] Alex Graves, Santiago Fernández, Faustino
Gomez, and Jürgen Schmidhuber. Connectionist
temporal classification: Labelling unsegmented
sequence data with recurrent neural ’networks.
volume 2006, pages 369–376, 01 2006.

[3] Harald Scheidl. An intuitive explanation of con-
nectionist temporal classification. blogpost (en-
glish), June 2018.

[4] Martin Sundermeyer, Ralf Schlüter, and Her-
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