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Segmentace obrazových dat pomocı́ hlubokých
neuronových sı́tı́
Bc. Radek Pazderka

Abstrakt

Tento článek se věnuje problému segmentace scény z dopravnı́ho prostředı́ řešený pomocı́
hlubokých neuronových sı́tı́. Popisuje celý proces vývoje. Konkrétně se jedná o přı́pravu da-
tové sady a jejı́ rozšı́řenı́ o nová vygenerovaná data pomocı́ GTAV. Následně je uveden model sı́tě
DeepLavV3+ a jeho proces trénovánı́. V závěru se tento natrénovaný model optimalizuje pomocı́
TensorRT na GPU a následně testuje jeho kvalita.
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1. Úvod

V dnešnı́ době informacı́ je stále většı́ požadavek na
zpracovávánı́ nasbı́raných obrazových dat jako je nap-
řı́klad klasifikace, detekce, sledovánı́ objektů ve videu
nebo např. segmentace celé scény obrazu popř. zı́skánı́
hloubkové mapy obrazu a mnohé dalšı́ problémy. K ta-
kovému množstvı́ dat již nestačı́ lidská sı́la a musı́ se
začı́t využı́vat počı́tače. K řešenı́ těchto problémů se
v dnešnı́ době použı́vajı́ neuronové sı́tě. Neuronové
sı́tě se inspirovaly lidským mozkem. Mozkové buňky
neboli neurony jsou v lidském mozku mezi sebou
propojené pomocı́ synapsı́. Každé propojenı́ neuronů
má určitou sı́lu. Když do neuronu ze vstupnı́ch neu-
ronů projde silný vzruch, tak se daný neuron aktivuje.
Stejný koncept je i v neuronových sı́tı́. Každý neu-
ron v počı́tačovém světě je definovaný jako suma vs-

tupnı́ch neuronů vynásobena silou propojenı́ neboli
váhou. Když tento součet dosáhne určité hodnoty je
aktivačnı́ funkcı́ neuron aktivován.

V tomto článku se zaměřı́me na konvolučnı́ neu-
ronové sı́tě, které provádı́ segmentaci celého obrazu
(dále jen SS-CNN). Jinými slovy vytvořı́me neurono-
vou sı́t’, která bude klasifikovat každý pixel vstupnı́ho
obrazu. Výstupem této neuronové sı́tě bude maska
vstupnı́ho obrazu, která bude uvádět přesné pozice a
tvary všech definovaných třı́d.

Výsledky této práce se použijı́ v praxi k segmentaci
obrazu z dopravnı́ situace, převážně z parkovišt’. Bude
se jednat o součást systému, který monitoruje a zjišt’uje
zaplněnost daného parkoviště. Neuronová sı́t’, která
bude výstupem této práce bude pomáhat systému v lep-
šı́m pochopenı́ a popsánı́ situacı́ vzniklých na silnici.
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Může se jednat o detekci stojı́cı́ch aut v zakázaných
zónách, spočı́tánı́ podélně parkujı́cı́ch aut, určenı́ vol-
ných mı́st u podélného parkovánı́ nebo přı́padně de-
tekovánı́ zácpy křižovatky, apod.

2. Definice problému
Cı́lem této práce je vytvořenı́ SS-CNN, u které se bude
brát co největšı́ důraz na kvalitu výstupu bez ohledu
na časovou náročnost výpočtu. K vytvořenı́ takovéto
sı́tě bude potřeba:

• Připravit co nejkvalitnějšı́ datovou sadu, nejlépe
složenou z pohledů na vozovku z výšky do de-
seti metrů, na které bude sı́t’ použı́vána.

• Navrhnout strukturu sı́tě, která bude schopná
naučit se všechny objekty a bude schopná se
přizpůsobit na nejrůznějšı́ pohledy na vozovku.

• Vytvořit systém, který bude mı́t na vstupu da-
tovou sadu a strukturu sı́tě a dokáže sı́t’ optimál-
ně trénovat, testovat nebo validovat.

Bonusem této práce bude akcelerace výsledného
natrénovaného modelu na grafickou kartu pro dosaženı́
optimálnı́ho výpočtu.

3. Existujı́cı́ řešenı́
Mezi state of the art modely sı́tı́ pro sémantickou seg-
mentaci se řadı́ DeepLabv3+ [1], který se vyznačuje
ASPP (Atrous Spatial Pyramid Pooling) modulem
s dilatačnı́mi konvolucemi, který dává důraz na většı́
okolı́ bodu a tı́m lépe pochopı́ kontext scény. Dı́ky
tomuto modulu si zvětšı́me receptivnı́ pole [2]. Je to
důležité pro to, abychom dokázali správně segmen-
tovat velké plochy (silnice, budovy, oblohu). Tento
model byl využit k segmentaci scény z pohledu je-
doucı́ho vozidla.

Existuje mnoho dalšı́ch sı́tı́ pro sémantickou seg-
mentaci, které jsou optimalizované na jiné problémy.
Např. model sı́tě U-Net [3] byl určen pro medicı́nské
účely, pro segmentaci buněk. Dalšı́ modely mohou být
PSPNet [4], MobileUNet, FC-DenseNet apod.

4. Vlastnı́ řešenı́
Jak bylo řečeno v kapitole 2 bude potřeba vytvořit
tři základnı́ věci, bez kterých se žádná neuronová sı́t’
neobejde. Jedná se o datovou sadu, strukturu neu-
ronové sı́tě a prostředı́ pro trénovánı́ sı́tě. V této kapi-
tole si tyto části ve stručnosti popı́šeme a uvedu zde
postup, kterým jsem postupoval.

4.1 Datová sada
Datová sada je jednou z nejdůležitějšı́ch částı́ při tré-
novánı́ neuronových sı́tı́. Proto se v této práci velice

dbá na to, aby byla datová sada co nejlépe připravena.
Datová sada by měla obsahovat snı́mky scény z do-
pravnı́ho prostředı́, k nim korespondujı́cı́ masky a celá
datová sada by měla obsahovat soubor s popisky jed-
notlivých barev v masce. Na Obrázku 1 je uvedená
datová sada.

Obrázek 1. Ukázka datové sady.

Datovou sadu jsem rozdělil na dvě části. Da-
tová sada v prvnı́ části sloužı́ pro předtrénovánı́ sı́tě1.
Neboli se jedná o natrénovánı́ obecné sı́tě. Datová
sada se skládá z volně přı́stupných datových sad -
KITTI [5], CamVid [6], CityScapes [7], Mapillary-
Vistas[8] a GTAV-street [9]. Všechny tyto datové
sady jsem sloučil do jedné datové sady, která obsahuje
devět třı́d. Seznam všech třı́d je uveden na Obrázku 1.
Všechny tyto dı́lčı́ datové sady obsahujı́ pohled z je-
doucı́ho vozidla. My však potřebujeme anotované da-
tové sady z vyššı́ho pohledu. Ideálně z pouličnı́ lampy,
přı́padně obrázky z nı́zko letı́cı́ho drona, který snı́má
vozovku. Tyto datové sady bohužel nejsou volně dos-
tupné, tak si musı́me pomoci jinak. Ručnı́ anotovánı́
obrázků je velice časově náročná činnost, tak nám musı́
pomoci známá hra GTAV. Pomocı́ nı́ jsem si vygen-
eroval anotovanou datovou sadu, kterou jsem nazval
GTAV-parking. Tato datová sada patřı́ do druhé části
datové sady určené pro dotrénovánı́ sı́tě (fine-tune).

Zı́skánı́ datové sady z GTAV. Firma Artin s.r.o mi
poskytla kostru programu pro anotovánı́ textur, zı́skánı́
stencil bufferu a originálnı́ho snı́mku ze hry GTAV.
Stencil buffer obsahuje masku, která obsahuje infor-
mace o lidech, vozidlech, vegetacı́ch a obloze2. Zbytek
textur musı́me anotovat ručně.

Mým úkolem bylo tento zapůjčený software modi-
fikovat k vlastnı́mu použitı́. Jednalo se o:

• Anotace nových textur - textury budov, infras-
truktury, atd.

• Práce s kamerou, která danou dopravnı́ situaci
v určené výšce a pod určitým úhlem obkroužı́ a
zaznamená data.

• Po každé dokončené trajektorii vygeneruje nové
rozestavenı́ aut na parkovišti nebo se s kamerou

1Datová sada, která zachycuje podobný obecný problém, který
řešı́me.

2http://www.adriancourreges.com/blog/
2015/11/02/gta-v-graphics-study/
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přemı́stı́ do jiné lokace pro monitorovánı́ dalšı́ch
dopravnı́ch situacı́. A celý proces opakuje.

• Neuronová sı́t’ musı́ umět segmentovat tři typy
dopravnı́ch prostředků. Do prvnı́ho typu patřı́
motorky, skútry, kola. Do druhého typy patřı́
osobnı́ auta a dodávky3. A třetı́ typ jsou těžké
dopravnı́ prostředky jako jsou kamiony, auto-
busy, vlaky apod. Bohužel ze stencil bufferu
nedokážeme rozeznat o jaký typ se jedná, musel
jsem si ze hry dopočı́tat bounding box všech
vozidel a následným postprocessem tyto typy ve
stencil bufferu rozlišit.

• Sjednocenı́ obrázku s anotacemi a stencil bufferu.
Výsledná ukázka vygenerovaného snı́mku je na
Obrázku 2.

Obrázek 2. Ukázka datové sady vygenerované
z GTAV.

4.2 Struktura sı́tě
Struktury sı́tı́ pro sémantickou segmentaci jsou pře-
vážně typu kodér-dekodér (Encoder-Decoder), které
v části kódovánı́ zmenšuje rozlišenı́ vstupnı́ho obrázku
a zvětšuje počet kanálů, neboli se jedná o zı́skávánı́
mapy aktivacı́ (feature map). Využı́vajı́ se k tomu
známé feature extractory, které se dobře umı́stily v ce-
losvětové soutěži ImageNet [10]. Toto malé rozlišenı́
je nutné zvětšit do původnı́ velikosti pomocı́ dekon-
volucı́ nebo bilineárnı́ interpolace, abychom zı́skali
masku vstupnı́ho obrázku.

V této práci jsem zvolil state of the art model sı́tě
DeepLabV3+. Tento model vyžaduje feature extractor
pro zı́skánı́ mapy aktivacı́. Zvolil jsem Resnet152.
Jedná se o velice robustnı́ klasifikačnı́ sı́t’, která má
152 vrstev a tı́m dosahuje vysoké přesnosti. Model sı́tě
DeepLabV3+ je uveden na Obrázku 3.

4.3 Trénovánı́
Pro trénovánı́ neuronových sı́tı́ jsem využil framework
Tensorflow. Celý projekt je napsaný ve skriptovacı́m
jazyce Python.

Proces trénovánı́ začı́ná u předzpracovánı́, do kte-
rého vstupuje obrázek a jeho maska. Pomocı́ masky

3obecně auta do 3,5 tuny

se vybere oblast, která má pro nás největšı́ informačnı́
hodnotu. Jedná se o oblast, ve které se vyskytuje velké
množstvı́ objektů, které sı́t’ např. dlouho neviděla.
Nenı́ vhodné sı́ti předávat stále vzorky pozadı́4 z dů-
vodu toho, že by se málo trénovala na popředı́5. Tuto
práci má na starosti Hard example miner, uvedený na
Obrázku 3. Po zı́skánı́ souřadnic ideálnı́ oblasti, se
tato oblast vyřı́zne z masky i ze vstupnı́ho obrázku. Po
vyřı́znutı́ se data augmentujı́. Je to z důvodu toho, aby
se sı́t’ učila na stále jiných obrázcı́ch a tı́m byla schopná
lépe se přizpůsobit reálným podmı́nkám. Augmentace
může obraz nepatrně rozmazat nebo naopak zaostřit,
přidat šum, otočit obrázek, apod. Celý tento proces
běžı́ paralelně na CPU a připravuje přesně takovou
strukturu, kterou očekává vstup trénovánı́. Jedná se
o batch neboli 4-dimensionálnı́ tensor (N, C, W, H)6

Obrázek 3. Ilustrace procesu trénovánı́.

Druhá část sloužı́ k trénovánı́ neuronové sı́tě. Jak
bylo již řečeno, model sı́tě jsem zvolil DeepLabv3+
s Resnet152 pro extrakci mapy aktivacı́. Výstupem
této části je hodnota loss, která obecně udává rozdı́l
mezi predikcı́ sı́tě a očekávaným výstupem. Cı́lem
trénovánı́ je minimalizace loss funkce.

Na grafu 4 je uvedena závislost loss hodnoty na
počtu epoch trénovánı́. Je vidět, že od hodnoty od
epochy 250 razantně klesly. Bylo to z důvodu přidánı́
Hard example minera do procesu předzpracovánı́ ob-
rázků, jak bylo popsáno výše.

4budovy, obloha, silnice, vegetace
5auta, nákladnı́ auta, motorky, lidé
6N-počet obrázků, C - počet kanálů, W - šı́řka, H - výška



Obrázek 4. Graf závislosti loss hodnot na počtu
epoch.

Celou sı́t’ jsem trénoval na grafické kartě RTX
2080 titan, kde jedna epocha (čı́tajı́cı́ 36 000 anoto-
vaných obrázků) trvala 32 minut. Celé trénovánı́ trvalo
přibližně 11 dnı́.

4.4 Testovánı́
V této sekci se zaměřı́me na testovánı́ sı́tě na validačnı́
datové sadě. Jedná se o datovou sadu, která nebyla
přidaná do trénovacı́ datové sady. Konkrétně se jedná o
náhodně vybraných 1000 obrázků ze sloučené datové
sady7.

Prvnı́ metrikou určujı́cı́ kvalitu sı́tě je metrika ús-
pěšnosti. Jedná se o procentuálnı́ vyjádřenı́ správně
klasifikovaných pixelů. Graf 5 zobrazuje vztah úspěš-
nosti klasifikace na počtu epoch.

Obrázek 5. Graf závislosti přesnosti klasifikace
pixelů na počtu epoch.

Druhá metrika IoU (Intersection over Union) urču-
je procentuálnı́ překrytı́ mezi predikcı́ a ground truth
maskou, jak je uvedeno v rovnici 1. Graf závislosti
metriky IoU na počtu epoch je uveden na Obrázku 6.

7Obsahuje jak reálná, tak i umělá data.

IoU =
GT maska

⋂
predikce

GT maska
⋃

predikce
(1)

Obrázek 6. Graf závislosti IoU na počtu epoch.

4.5 Optimalizace

TensorRT je platforma, která sloužı́ k optimalizaci
modelů neuronových sı́tı́ pro rychlé vyhodnocenı́ na
grafické kartě. Je velice vhodné po natrénovánı́ modelu
sı́tě, tuto sı́t’ optimalizovat pomocı́ TensorRT. Jak je
uvedeno na grafu 7 bylo docı́leno vysokého zrychlenı́
vyhodnocenı́ za cenu nepatrného snı́ženı́ přesnosti.

Obrázek 7. Optimalizace pomocı́ TensorRT.

5. Experimenty

Testovánı́ kvality výstupu sı́tě na snı́mcı́ch z pohledu je-
doucı́ho auta jsou velice kvalitnı́, jak je demonstrováno
na Obrázku 8.



Obrázek 8. Ukázky výstupů sı́tě.

Při pohledech z vyššı́ch pozic kvalita výstupu znač-
ně klesá. Tento problém se musı́ řešit rozšı́řenı́m da-
tové sady o nové snı́mky z daných pohledů.

6. Přı́nos
Výstup této práce má velice kvalitnı́ výsledky seg-
mentace z pohledu jedoucı́ho auta. Časová náročnost
predikce je 25ms na GPU pomocı́ TensorRT, která je
velice uspokojujı́cı́. Tato rychlost umožňuje real-time
zpracovánı́, což je velice žádoucı́ pro např. samořı́dı́cı́
auta, roboty a jiné přı́stroje, které potřebujı́ moni-
torovat svoje okolı́ a na základě zı́skaných dat reagovat.

Na druhou stranu je sı́t’ bohužel zatı́m specializo-
vaná na tento pohled. S posunutı́m kamery do vyššı́
výšky predikce ztratı́ svojı́ kvalitu. Tento problém
budu řešit přidánı́m nových dat pomocı́ generátoru
datové sady z GTAV.

7. Závěr
Tento článek se věnoval celému procesu vývoje neu-
ronové sı́tě sloužı́cı́ k segmentaci scény. Od vytvářenı́

datové sady, přes proces trénovánı́ až k optimalizacı́m
a experimentům s neuronovou sı́tı́.

Sı́t’ dosahuje 94% přesnosti klasifikace pixelů, 74%
IoU s rychlostı́ výpočtu 82 ms bez optimalizacı́ a 25
ms s optimalizacemi s TensorRT.

Budoucı́ práce bude spočı́vat v obohacenı́ datové
sady o nová data a dotrénovánı́ sı́tě s těmito daty.
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